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第 1 章 はじめに 

1.1 背景 

 現在，ロボットは様々な形で社会に普及している．例えば，掃除ロボットや受付嬢                                            

ロボット，エンターテイメントロボットなどあらゆる分野でロボットは活躍している[1]-[3]． 

 数十年前までは，ロボットは工場など変化が尐ない環境において稼働していた．さらに

ロボットの動作も同じ動作を繰り返し行うといった単純なものであり，特定の用途でのみ

用いられていた．このような変化が単純の環境であれば，設計者がロボットの直面する環

境を想定して，動作を設計することが可能であった．しかし，現在ロボットの普及に伴い，

ロボットが直面する環境が複雑なものとなった．例えば，家庭内で動作するロボットを考

える．周辺の家具の位置や，床に散らばっているおもちゃなど物体はその時々で場所を変

える．また，子供やペットといった，常に動き回っているものもある．このような環境は

動的かつ複雑な環境であり，設計者がロボットの直面する環境を予測し，動作を設計する

のは不可能である．このような複雑な環境下に対応するための方法の一つとしてロボット

自身が学習を行う機械学習がある[4]． 

 機械学習とは人間が以前の経験を生かし環境に適応していくように，ロボットにも状況

に合わせた行動を取れるように知能を持たせる方法である．機械学習には，ニューラルネ

ットワークや遺伝的アルゴリズム，強化学習[5]などがある．中でも強化学習は実ロボット

に適用が多い手法として注目されている．強化学習は実ロボットの行動獲得[6]以外にも建

築の分野にも応用されている[7]． 

強化学習とは，試行錯誤により徐々に環境に適応していく機械学習の一種である．強化

学習は報酬と呼ばれるスカラ値を用いて学習する．ロボットは行動を取ることでその行動

に見合った報酬が得られる． 

人間社会へのロボットの普及によって，人間はロボットに多様な仕事を求めるようになっ

た．ある特定の環境下で 1 つの目的を達成するのではなく，変化のある環境下で複数の目

的を達成するロボットを求めている．強化学習ではある目的に対してのその目的の達成方

法しか学習しない．そのため，目的が変更されると前の目的に対しての学習結果により，

効率的に学習できないといった問題点がある．また，強化学習では完全に学習するまでに

時間がかかってしまうという問題点もある． 

 

1.2 従来研究 

 1.1 節で述べたような強化学習の問題点に対応するために，従来研究では階層型強化学習

[8]やファジィ推論を用いた強化学習[9]，目的に依存しない知識を強化学習に適用させる研

究などがある．本研究では「強化学習における報酬非依存型知識の利用」[10]を先行研究と
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して扱う． 

 

1.3 研究目的 

報酬非依存型知識は環境遷移に関する情報を定義したものである．具体的には，エージ

ェントが認識する状態と行動，行動の結果の遷移先によって構成されている．この状態行

動対と遷移先は 1 対 1 対応である．報酬非依存型知識は環境が変化した際に以前獲得した

知識を捨て，実際の行動結果を新しい報酬非依存型知識として上書きする．しかし，環境

の変化する速さが早い場合，報酬非依存型知識を利用するときに，すでに遷移先が変わっ

てしまい，間違った環境予測をしてしまう恐れがある．それにより，動的環境では学習効

率が落ちる恐れがある．  

 そこで，本論文では報酬非依存型知識を確率化し，動的環境に対応することを目的とす

る．ここで動的環境とは環境変化が起こる環境のことを指す． 

 

1.4 本論文の構成 

以下に本論文の構成を述べる． 

 

第 2 章では，強化学習の基本的な概念や手法について述べる．さらに強化学習の問題点

についても述べる． 

第 3 章では，本研究の先行研究について述べる．また，動的環境についての定義を行い，

先行研究の問題点を述べる． 

第 4 章では，本研究の提案手法である，確率的報酬非依存型知識の定義・利用方法を述

べる． 

第 5 章では，4 章で述べた提案手法の有効性を確認するために実験を行う． 

第 6 章では，本論文の結論及び今後の課題を記述する． 
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第 2 章 強化学習 

2.1 強化学習概要 

2.1.1 強化学習とは 

強化学習は試行錯誤を通して，環境に適した行動パターンを獲得する機械学習の一種で

ある．ロボットは周囲の環境を認識し，より良い行動を取るように学習を進めていく． 

強化学習では報酬と呼ばれるスカラ値を用いて学習を行う．ロボットは行動を選択する

とその結果として報酬を環境から受け取る(図 2.1)．受け取った報酬を基にロボットは選択

した行動の良し悪しを判断する．この報酬はロボットに達成してほしいタスクに合わせて

人間が設定する必要がある．報酬のみを与えるだけでロボットは最適な行動を獲得するこ

とができる．そのため，何が最善の行動なのかということを指定する必要はない． 

 

 

図 2.1 ロボットと報酬の関係 

 

2.1.2 強化学習の利点 

 強化学習の特徴・利点を以下にあげる． 

 未知の環境を扱うことが可能 

 強化学習ではロボットに報酬を与えることによって，未知の環境下でも学習で

きる．そのため，実ロボットの行動獲得に用いられることが多い[]． 

 

 学習の際に教師を必要としない 

教師あり学習には，どのように行動すればよいかという学習過程を教師と与え

てやることが必要である．しかし，強化学習の場合は達成すべき目的を報酬して

人間が設定することで，目的達成までの行動はロボットが自動的に獲得する． 
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 試行錯誤による探索 

強化学習は試行錯誤によって多くの報酬を得るための最適な行動を学習する．

この試行錯誤によりロボットは様々な状態を経験する．多くの状態を経験するこ

とにより最適な行動を獲得できる．  

 

2.1.3 強化学習の構成要素 

 強化学習の構成要素を以下に挙げる． 

 

 ロボット(エージェント) 

学習者のことを指す．本論文では以後，エージェントと表す．エージェントは

センサを有し，そのセンサによって状態を認識することが可能である．また，エ

ージェントは認識した状態に対して，何らかの行動を取ることができる．ただし，

認識できる状態や取ることのできる行動はロボットが有するセンサやアクチュエ

ータに依存する．  

 

 環境 

ロボットを取り巻く環境．ロボット以外の全てから構成される．環境はいくつ

かの要素により構成され，その要素を認識することで状態を知覚する．  

環境は静的環境と動的環境の 2 種類に分けられる．静的環境とは変化する要素

がない環境のことである．動的環境とは変化する要素がない環境のことである． 

 

 報酬関数 

報酬関数は強化学習における目的を表している．報酬関数は目的に合わせて人

間が設定する．この報酬関数によりロボットにとって何が良い出来事で何が悪い

出来事であるかを知ることができる．ロボットにとって唯一の目的は受け取る報

酬を最大化することである． 

 

 価値関数 

報酬関数が即時的な意味合いで何が良いのかを示しているのに対して，価値関

数は最終的に何が良いのかを示す．行動価値とは，ロボットが行動を基点として，

その行動以降に獲得できる報酬の期待値である． 

 

 学習部 

受け取った報酬を基に行動の価値を評価・推定する部分である．詳しくは 2.2

節で説明する． 

 



5 

 

 行動選択部 

学習部で評価した価値を基に次に取る行動を選択する部分である．詳しくは 2.3

節で説明する． 

 

2.1.4 強化学習の流れ 

強化学習の流れを図 2.2 に示す． 

 

図 2.2 強化学習の流れ 

 

エージェントはセンサを有しており，このセンサによって周囲の状態を認識する．そし

て，これまでの学習結果から認識した状態に対して行動を選択する．このとき，行動選択

手法により選択する行動は決定される．そして，選択した行動に対して環境から報酬を受

け取る．受け取った報酬を元に選択した行動に対して価値関数を更新する．学習法によっ

て報酬からどのように価値関数を更新するかが決まる．そして，再び学習結果を用いて行

動を選択する．このサイクルを繰り返すことでロボットは目的に対して最適な行動を学習

する． 

 

2.1.5 マルコフ決定過程 

強化学習で扱う環境は，有限状態数のマルコフ決定過程(MDP)としてモデル化された環

境である．この環境は以下のような特徴を持つ． 
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 環境は状態を持ち，状態は完全に認識することが可能である． 

 状態 1ts への遷移が， そのときの状態 ts と行動a にのみ依存し， それ以前の状態や行

動には関係ない．  

 任意の状態 ts からスタ－トし，無限時間経過した後の状態分布確率は 最初の状態とは

無関係である． 

 

この環境モデルに関しては，全ての行動を十分な回数選択しさえすれば．最適解が求め

られることが可能であると証明されている． 

マルコフ決定過程の環境では，ロボットによる環境の状態が完全であることが仮定され

ている．しかし，現実ではノイズやセンサの能力が不十分なため，状態認識に不確実性・

不完全性がある場合が多い．部分観測マルコフ決定過程(POMDP)[11]はロボットの状態観

測に不確実性を付加した数理モデルである(図 2.3)． 

 

図 2.3 認識した状態と実際の状態の対応 

 

 

2.2 強化学習 (学習部) 

 学習部とは獲得した報酬を用いて行動の価値を推定する部分である．学習部では獲得し

た報酬から自身の取った行動の価値を評価・推定する．獲得した報酬を用いた価値の推定

方法には様々な方法が存在する．中でも有名な手法にQ 学習と呼ばれるものがある．本実

験ではQ学習を用いているため，以下にQ学習の詳細を述べる． 

 Q学習はQ値という行動価値の推定値を持つ．このQ値は各状態においてどの行動を取

れば，どの程度報酬が得られるかの期待値を表している．Q 値はエージェントが認識した

状態とその時に取ることのできる行動の一つを対にしたものに与えられる値である．例え

ば，エージェントの状態を s とし，この状態で可能な行動が 1a ・ 2a ・ 3a ・ 4a の 4 通りあ

るとする．このときエージェントは 4 つのQ値， ),( 1asQ ・ ),( 2asQ ・ ),( 3asQ ・ ),( 4asQ
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を元に取る行動を決定する(図 2.4)． 

 

図 2.4 Q値の例 

 

 Q学習では報酬を獲得できたかどうかに関わらず，1 行動毎にQ 値を更新し，学習を進

める．Q値の更新は式 (2.1) を用いて行う．式 (2.1) は得られた報酬だけではなく，行動

した先の状態が持つQ値を用いて行動の良し悪しを決めている(図 2.5)． 

)],(),(max[),(),( 11 ttt
a

ttttt asQasQrasQasQ     (2.1) 

 

ts はロボットが時刻 t において認識した状態であり， ta は状態 ts で取った行動を表す．

),( tt asQ は状態 ts のとき行動を取ったときの評価値であり，更新対象のQ値を表す． 1ts は

状態 ts のとき行動 ta を取ったときの遷移先である． 1tr は遷移先の状態 1ts において得られ

る報酬である． ),(max 1 asQ t
a

 は遷移先の状態が持つ最大のQ値を表す．ここでa は状態 1ts

において最大のQ値を持つ行動を表している． は学習率と呼ばれる定数( 10  )であ

り，Q 値の更新の度合いを表している． は割引率と呼ばれる定数( 10   )であり，将

来得られると期待される報酬が現在においてどれだけの価値があるか表す． 0 の場合，

遷移先の報酬のみでQ値を決定する．つまり，即時報酬のみを採用する．  

 



8 

 

図 2.5 Q学習におけるQ値更新 

 

 

2.3 強化学習（行動選択部） 

 この節では強化学習における行動選択部について述べる．行動選択部とは学習部で学習

したQ 値(評価値)を元に適切な行動を選択する部分である．行動選択法にはここでは

greedy 法，ε-greedy 法，追跡手法の 3 つの行動選択法について説明する． 

 

2.3.1 greedy 法 

 greedy とは「貪欲な」という意味である．その名の通り，greedy 法では直面する状態に

おいて最も価値(評価値)が高いと評価された行動を選択する(図 2.6)．この方法は常に即時の

報酬を最大にするために，現在の知識を利用する．反面，価値が低いと判断された行動に

対しては，その行動がより良い行動に繋がるかもしれないという可能性を考慮しない．そ

のため，状態数や行動数が多い場合には局所解に陥ることがあるため，学習にはあまり向

かない．  

 

 

図 2.6 greedy 法 

 

2.3.2 ε-greedy 法 

 ε-greedy 法とは基本的には greedy 法と同様に振舞うが，確率ε )10(   で行動の評価

値の大きさに関わらずランダムに行動を選択する．逆に， )1(  の確率で最も価値が高い
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と評価された行動を選択する(図 2.7)． の値を大きく設定すると，ランダムに行動を選択

する確率が高くなり，より良い行動を探すことが多くなる．逆に，εの値を小さくすると，

学習した行動の評価値を利用することが多くなる．このεの値は人間の手で設定される．

そのため，行動の探査を中心とするか，学習した得た結果を利用するかの設計者の意図が

反映させやすい．  

 

 

図 2.7 ε-greedy 法 

 

2.3.3 追跡手法(pursuit 法) 

 追跡手法では状態 s において行動a を選択する確率を表す )(as を使用する．この )(as

はロボットやエージェントが行動する毎に更新される．最も価値が高い行動の選択確率が

高くなるように式(2.2)により確率分布を更新する．その他の行動に関しては式(2.3)によっ

て選択確率が低くなるように確率分布を更新する．追跡手法における選択確率の更新例を

図 2.8 に示す． 

)](0.1[)()( maxmaxmax aaa sss    (2.2) 

)](0.0[)()( othersothersothers aaa    (2.3) 

 ここで maxa とは状態 s において 値Q が最も高い行動を表す．また， othera は maxa 以外の

行動を表す．βは確率の変動幅を決める定数で，0 以上 1 以下の値をとる．このβが大きい

ほど選択確率が大幅に変動しQ 値が大きい行動を選択しやすくなる．また，βの値が小さ
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いほど選択確率があまり大きく変動しないため，様々な状態を経験しやすくなる． 

 

 

図 2.8 追跡手法における確率分布の更新例 

 

 

2.4 強化学習の問題点 

 強化学習は報酬による学習である．報酬によって学習することにより様々な特徴・利点

がある．しかし，報酬による学習という特徴によって引き起こされる問題点も存在する．

いかにその問題点を述べる． 

 

 目的が変化すると対応が遅れることがある． 

 強化学習では報酬を設定することで，ある 1 つ目的に対して試行錯誤を通して学習

を行う．しかし，試行錯誤をしている間に経験したとしても，目的の達成方法以外に

ついて学習を行わない．そのため目的が変わった場合，それまでの学習で経験したと

しても 1 からの学習になってしまう．また，変わる前の目的に対する学習の結果から

影響を受けて新たな目的に対する学習が進みにくいことがある． 

例を図 2.9 に示す．ある場所から駅までの道をロボットが学習する場合，ロボットは

駅に着くと報酬を獲得することができる．駅に着くまでの間に，ロボットはコンビニ

や郵便局など様々な場所を通過する．しかし，強化学習ではコンビニや郵便局などの

通過した場所に対しての学習を行うことは無い．最終的に学習するのは駅に向かう道
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のみである．駅への道を学習した後に，今度は郵便局への道を学習させる．よって，

報酬を郵便局に着いたときのみ貰えるよう設定する．この時，ロボットは「駅に行け

ば報酬を貰える」と認識しているため，まず駅に向かう．しかし，駅に行っても報酬

は貰えないため，郵便局への道を再度学習しなければならない．郵便局への道を学習

した後に，駅への道を学習させる場合も再度学習させなければならない．このように

目的が変化するような場合では過去に経験した状態であっても，再び学習しなければ

ならない． 

 

 

図 2.9 学習によって得られた経路 

 

 学習に時間がかかる 

 強化学習では試行錯誤を行うことで目的状態までの行動を獲得する．この時，ロボ

ットが認識する状態が増加するほど，経験する状態が増加する．経験する状態が多い

ほど，様々な経験をするために試行錯誤する回数は増えてしまう．また，各状態にお

いて取ることができる行動も多いほど試行錯誤する回数は増える．このように状態が

多くなったり，行動の選択肢が増えるほど学習に時間がかかる傾向にある． 

 ロボットが直面する状態・行動が尐ない場合の例を図 2.6 に示す．また，ロボットが

直面する状態・行動が尐ない場合の例を図 2.7 に示す．図 2.6 の場合は，ロボットが認

識できる状態は 4 種類ある．各行動において取ることのできる行動は 1 つのみである．

対して，図 2.10 の場合は，ロボットが認識できる状態は 6 種類ある．各行動において

取ることのできる行動は 2 つである．図 2.13 の場合は状態数と行動数が多く，試行錯

誤をしなければいけない回数も増える． 
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図 2.10 直面する状態・行動が尐ない場合 

 

 

図 2.11 直面する状態・行動が尐ない場合 
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第 3 章 確率表現を用いた報酬非依存型知識の提案に関す

る先行研究 

 2 章では強化学習は報酬によって学習を行うということを述べた．また，問題点として同

一環境内でも目的が変わるような問題には対応が追い付かないことがあるということも述

べた．これらの問題点を解決するために，先行研究である宮崎により「報酬非依存型知識」

が提案された．3 章では，この報酬非依存型知識の定義や獲得・利用方法などを述べる． 

 

3.1 報酬非依存型知識概要 

 報酬非依存型知識とは，環境遷移に関する情報のことである．具体的には，エージェン

トが認識する状態と，エージェントが取る行動の組み合わせからどの状態に移り変わるか

という情報である．例を図 3.1 に示す．図 3.1 ではエージェントが認識する状態は「電気が

消えている」という状態である．エージェントが取る行動は「電気を消す」という行動で

ある．「電気が消えている」という状態で，「電気を消す」という行動を取ったときに，「電

気がついている」という状態に移り変わる．このようにエージェントが認識した状態，エ

ージェントが取る行動，行動によって移り変わった状態の 3 点を報酬非依存型知識として

扱う．この報酬非依存型知識を獲得することで，環境遷移に関する知識を蓄える．  

 

図 3.1 報酬非依存型知識として扱う情報 

 

 図 3.1 にシステムの概要図を示す．強化学習では環境からエージェントに報酬が与えられ，

自身の状態をセンサによって認識する．この時にエージェントはセンサを通して認識した

状態と，エージェントが取った行動，行動結果による遷移先を報酬非依存型知識として蓄

える．この報酬非依存型知識を蓄えることにより強化学習とは別に環境に対して学習を行

う．蓄えた報酬非依存型知識はエージェントがどのように行動すれば目的の状態に辿り着

くかを予測するために利用する． 

 強化学習に報酬非依存型知識を導入することにより，目的が変更されても対応が可能に

なる．これは報酬非依存型知識が目的に依存しない情報であるためである．強化学習はあ

る目的の達成方法しか学習しない．そのため，目的が変更されると環境が同じでも 1 から
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の学習になってしまう．しかし，報酬非依存型知識を用いることにより変更された目的ま

での達成方法を予測することができる．その結果，目的が変わっても予測した行動を取る 

ことで，素早く学習することができる． 

 

 

図 3.2 先行研究システム概念図 

 

 

3.2 報酬非依存型知識の定義 

3.2.1 定義：報酬非依存型知識 

報酬非依存型知識の定義を式(3.1)に示す． 

)(),(: 1 ttti sask  (3.1) 

ここで， ik は報酬非依存型知識を表す． ts はエージェントが認識している状態を表す． ta

はエージェントが取った行動を表す． 1ts は状態 ts において行動 ta を取った時の遷移先の

状態を表す．この報酬非依存型知識はエージェントが認識する状態と，そのときに選択可

能な行動の 1 つとの状態行動対による次の状態を確定情報として定義している．  

 図 3.3 に例を示す．エージェントは明るさを認識できる光センサを有しているとする．こ

のとき，電気がついている状態を「状態 0s 」，電気が消えている状態を「状態 1s 」とする．

また，電気を消す行動を「行動a 」，電気をつける行動を「行動b 」とする．この場合，報

酬非依存型知識は以下の 2 つのようになる． 

 )(),( 10 sas 状態行動状態   

 )(),( 01 sbs 状態行動状態   
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図 3.3 報酬非依存型知識として扱う情報の例 

 

3.2.2 定義：知識テーブル  

 報酬非依存型知識はある状態行動対に対して 1 つ存在する．しかし，報酬非依存型知識

単体では環境の一部分の情報しかない．目的までの行動を予測するためには，報酬非依存

型知識が複数個必要になる．そのため，いくつもある報酬非依存型知識をエージェントが

保持するためのテーブルが必要になる．報酬非依存型知識を保持するための知識テーブル

を K と表し，式(3.2)により定義する． 

},,2,1|{: nikK i   (3.2) 

 ここで，n は報酬非依存型知識の個数を表す． 

 図 3.4 に知識テーブルの概要図を示す． 

 

 

図 3.4 知識テーブルの概念図 

 

 定義した知識テーブルの特徴を以下に挙げる． 

 知識テーブルは各行に報酬非依存型知識を 1 つ保持する 

  知識テーブルは各行に報酬非依存型知識を 1 つ保持する．保持する報酬非依存

 型知識がn 個であれば，知識テーブルの行数はn 個となる． 
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 知識テーブルの行数は拡張可能である． 

  定義した知識テーブルの行数はエージェント自身がいつでも拡張することがで

 きるとする．エージェントがn 個の報酬非依存型知識を持っていて，n 行の知識テ

 ーブルを持っているとする．知識テーブルにない報酬非依存型知識を追加すると

 きに行数は 1n 行となる． 

 

 重複する報酬非依存型知識をもたない 

 知識テーブル内は重複する報酬非依存型知識は存在しない．ここで重複とは「状

態」・「行動」・「次状態」の 3 つの内，全てが同じものを指す．3 つの内，1 つある

いは 2 つが同じものは別の報酬非依存型知識である． 

 

 

3.3 強化学習における報酬非依存型知識の利用方法 

 報酬非依存型知識を利用する目的は，強化学習において目的変更に対応させることであ

る．そのため，本節では強化学習における報酬非依存型知識の利用方法について述べる． 

 

3.3.1 強化学習における報酬非依存型知識の利用：アプローチ 

 強化学習では学習の初期段階において，過去に経験した状態を何度も経験することが多

い．また目的が変更された場合，前の目的で経験した状態を新たな目的のために再び経験

しなければならない．このような無駄な経験をなくすためには，目的に対して取るべき行

動を予測すれば良い．そこで，図 3.5 のように報酬非依存型知識を用いて目的に対して状態

遷移の予測を行う． 

 強化学習では価値関数を基にして行動を選択する．そのため，報酬非依存型知識を強化

学習に用いるときは，予測した行動を取りやすいように価値関数を更新し，強化学習の効

率化を図る． 
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図 3.5 報酬非依存型知識の利用例 

 

 

3.3.2 強化学習における報酬非依存型知識の利用：流れ 

 報酬非依存型知識を利用するためには大きく 2 つの部分に分かれる(図 3.6)． 

 1 つ目は「報酬非依存型知識の獲得」である．報酬非依存型知識は状態行動対とそれによ

る遷移先の情報である．よって，報酬非依存型知識を獲得するためには実際に行動し，遷

移先の状態を認識する必要がある．そのため，強化学習で認識した状態や行動から報酬非

依存型知識を獲得する．詳細な獲得方法は 3.4 節で述べる． 

 2 つ目は「報酬非依存型知識の利用」である．ここでは，獲得した報酬非依存型知識を元

に環境遷移を予測し，価値関数を更新する部分である．詳細な利用方法は 3.5 節で述べる． 

 

 

図 3.6 報酬非依存型知識の利用の流れ 
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3.4 報酬非依存型知識の獲得 

 この節では 3.2 節で定義した報酬非依存型知識の獲得方法について述べる．3.2 節でも述

べたとおり，報酬非依存型知識は状態行動対とそれによる遷移先の状態を表した知識であ

る．この情報を記憶するためには，エージェントが実際に行動する必要がある．そのため，

エージェントは実際に行動し，状態を認識することで報酬非依存型知識の獲得を行う． 

 エージェントは行動毎に自身が持つ知識テーブルに行動による遷移情報を報酬非依存型

知識として追加する．報酬非依存型知識を獲得する際に，エージェントは同じ報酬非依存

型知識がないか知識テーブル内を検索する．同じ報酬非依存型知識がなかった場合には，

知識テーブルの行数を 1 行増やし，報酬非依存型知識を知識テーブルに追加する．ここで，

同じ報酬非依存型知識とは以下の 2 つの例のように「状態」・「行動」・「遷移先の状態」の 3

つの要素が全て同じ知識を指す． 

 (状態 1s ，行動 1a )→(状態 2s ) 

 (状態 1s ，行動 1a )→(状態 2s ) 

同じではない報酬非依存型知識の例を以下に挙げる． 

 (状態 2s ，行動 1a )→(状態 2s ) 

 (状態 2s ，行動 2a )→(状態 3s ) 

 (状態 1s ，行動 1a )→(状態 3s ) 

これらはすべて異なる報酬非依存型知識として認識する． 

ただし，動的環境下においては状態と行動が同じであっても遷移先が異なる場合がある．

その場合は，報酬非依存型知識を実際の行動結果で上書きをする．詳しくは 3.6 節で述べる． 

 図 3.7 に報酬非依存型知識の獲得例を示す．まずエージェントは現在の状態である「状態

1s 」を認識する．そして，「行動 1a 」を取ることで状態が「状態 1s 」から「状態 3s 」に遷

移する．「状態 3s 」を認識した時点で，知識テーブルに )(),( 311 sas  という報酬非依存型

知識が追加される． 

 

 

 

 

 

 

 

 

 

                                    

 

1a行動
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図 3.7 報酬非依存型知識の獲得例 

 

 

3.5 報酬非依存型知識の利用 

 この節では 3.2 節で定義した報酬非依存型知識を用いてのルートの発見，価値関数の更新

方法などについて述べる． 

 

3.5.1 報酬非依存型知識の利用の流れ 

 強化学習における報酬非依存型知識の利用は大きく以下の 3 ステップに分かれる．  

 Step1：目的状態が変化したことを知覚する 

 Step2：知識テーブル内で報酬を得た状態までの遷移ルートを探す 

 Step3：Step2 で見つけたルートに対いて価値関数の対応する部分を更新する． 

 

 Step1 でエージェントは目的状態(報酬を獲得した状態)の変化を知覚する．目的状態の変

化の認識方法は，報酬を獲得した状態を比較することで行う．1 試行前の報酬を獲得した状

態を記憶しておき，記憶した状態と現在の報酬を獲得した状態を比較する．2 つを比較した

結果，状態が異なっていたら，目的が変更したと認識する．  

 例を図 3.9 に示す．図 3.9 の例でいうと，まずエージェントは N 試行目において報酬を

獲得した状態を 4s と記憶する．次の N+1 試行目において報酬を獲得した状態を 6s と認識す

る．このときに N 試行目において報酬を獲得した状態と N+1 試行目において報酬を獲得し

た状態を比較する．つまり，ここでは 4s と 6s を比較する． 64 ss  であるので，エージェン

トは目的が変更されたと認識する． 

 

 

図 3.9 目的変化の認識例 

 

Step1 で目的変化を認識した後，Step2 においてエージェントは知識テーブル内で初期状態

から目的状態までの遷移ルートを探索する．はじめに目的状態を遷移先に持つ報酬非依存
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型知識を探す．次に，その報酬非依存型知識が持つ状態に遷移するような報酬非依存型知

識を探索する．最終的に初期状態に辿り着くか，ルート探索中に同じ状態に辿り着いたら

ルート探索は終了となる．  

 例を図 3.10 に示す．ここでは目的状態を 6s ，初期状態を 1s とする．目的状態を遷移先の

状態に持つ報酬非依存型知識は )(),( 612 sas  ・ )(),( 625 sas  ・ )(),( 613 sas  の 3 つ

が該当する． 2s ・ 5s ・ 3s はいずれも初期状態ではないので，次に 2s ・ 5s ・ 3s の遷移先を

持つ報酬非依存型知識を知識テーブル内で探す．まず， 2s の場合は )(),( 211 sas  が該当

する． 1s は初期状態であるため， 2s の場合のルート探索はここで終了となる． 5s の場合も

同様に 5s を遷移先に持つ報酬非依存型知識を知識テーブル内で探す．この場合は，

)(),( 54 sas  が該当する． 4s は初期状態ではないため，さらに 4s を遷移先の状態に持つ

報酬非依存型知識を探す．ここでは )(),( 41 sbs  が該当する． 1s は初期状態であるため，

5s の場合のルート探索はここで終了となる． 3s の場合は，知識テーブル内を探しても， 3s

に遷移するような報酬非依存型知識は存在しない．そのため， 3s の場合はここでルート探

索を終了する．  

 

 

図 3.10 遷移ルートの探索例 

 

 Step3 では Step2 で見つけたルートに対して各状態行動対に対応する価値関数を更新す

る．この価値関数の更新は目的が変更される毎に行われる．目的が変更されなくとも，新

たなルートを発見した場合も価値関数の更新が行われる．価値関数の価値関数の更新式に

ついては 3.5.2 節で述べる． 
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3.5.2 報酬非依存型知識の利用における価値関数の更新 

3.5.1 で述べたように報酬非依存型知識の利用は 3 ステップに分かれ，Step3 において価

値関数が更新されることとなる．報酬非依存型知識を用いた価値関数の更新式を式(3.1)，

式(3.2)に示す．ここでは，学習部のシステムにQ学習を用いているため，価値関数はQ 値

と表す． 

)()(),(),( 1

t

d

tttt sSGrfasQasQ    (3.1) 






)(5.0

)(0.1
)(

それ以外　　

態のルート上が初期状態から目的状　　t

t

s
sSG  (3.2) 

 

 式(3.1)において ),( tt asQ は更新対象のQ値を表す．d は状態 ts から目的状態までの最短

距離を表す．この最短距離 d は知識テーブル内の最短距離である．そのため環境の最短距

離と一致するとは限らない．最短距離d は遷移ルートによって目的状態との距離が変わる

場合がある．例を図 3.11 に示す．同じ状態 1s でも，行動a と行動b を取った場合で遷移ル

ートが異なる．この場合，各遷移先によって最短距離d は変わる． 621 sss  のルート

の場合には目的状態 6s から 1s までの距離d は 2 となる．また， 6541 ssss  のルー

トの場合には目的状態 6s から 1s までの距離d は 3 となる． 

 

 

図 3.11 d の設定例 

 

f は報酬非依存型知識の利用度を表すパラメータである． f は 10  f であり， f が大

きくなるほど，強化学習におけるQ値を大きく更新する． 1f に近いほど，目的に対する

価値関数が学習完了時の状態に近くなるように更新する．また，f が小さいほど更新するQ

値が小さくなる． 0f の場合は報酬非依存型知識による価値関数の更新は行わず，強化学

習のみの学習となる． 

r は獲得した報酬を表す． 
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式(3.2)で示される )( tsSG は更新対象となる状態行動対の内，状態 ts がエージェントの初

期状態から目的状態までのルートの中にあるかどうかで値が変化する．このようにするこ

とで，初期状態から目的状態までのルートは重要であるとし，それ以外のルートに対して

も探索する必要性を考慮している． 

式(3.1)，式(3.2)によって目的状態に近いQ値ほど更新される値が大きくなるようになっ

ている．また，初期状態から目的状態のルート上にあるQ値ほど大きく更新される．図 3.12

に更新の例を示す．例 3.12 にQ値の更新例を示す．目的状態 6s に近いQ値ほど大きな値で

更新される．また，初期状態 1s  から目的状態 6s のルート上にあるQ値は大きく更新され

る． ),( 3 as のように初期状態から外れたルート上にあるQ値は小さく更新される． 

 

 

図 3.12 更新される値の例 

 

 

3.6 報酬非依存型知識を用いた動的環境への対応 

本節では，動的環境における報酬非依存型知識を用いた対応方法について述べる．また，

本論文で扱う動的環境についても述べる． 

 

3.6.1 動的環境とは 

 ここでは本論文における動的環境について記述する．本論文で取り上げる動的環境とは

環境構造が変化することを指す．環境構造の変化とは各状態行動対による遷移先が変わる

ことである．動的環境における環境変化の例を図 3.13 に示す． 
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図 3.13 動的環境の例 

 

3.6.2 報酬非依存型知識による環境変化の認識と対応 

A) 認識 

 報酬非依存型知識を有する場合，エージェントが所持している報酬非依存型知識と

実際の行動の結果を照らし合わせることで，環境の変化を認識することができる．比

較した際に報酬非依存型と実際の行動結果が異なれば環境が変化したと認識する． 

図 3.14 を例に詳しく説明をする．図 3.14 で環境が変化する前に状態 1s において行

動 a を取った場合，エージェントは状態 3s に遷移する．この時エージェントは報酬

非依存型知識として「 )(),( 31 sas  」を獲得する．その後，環境変化後に状態 1s に

おいて行動 a を取った場合，エージェントは状態 4s に遷移する．この時，同じ状態

行動対 ),( 1 as の報酬非依存型知識を知識テーブル内から探し，見つかった場合は比較

を行う．図 3.14 の例では知識テーブル内に「 )(),( 31 sas  」があるので，

)(),( 31 sas  と実際の行動の結果を比較する．ここでは，同じ状態行動対 ),( 1 as に

対して遷移先が異なっているため，環境が変化したと認識する． 

 

図 3.14 環境変化の認識例 
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B) 対応 

 報酬非依存型知識を用いた環境変化の認識については前述の通りである．ここでは，

環境の変化を認識した後の対応方法について述べる．  

 環境変化を認識した後，変化があった部分の報酬非依存型知識を実際の行動結果で

上書きをする．また，環境が変化したということは，目的状態(報酬を獲得する状態)

までの遷移ルートも変化することになる．そのため，対応する状態行動対の価値関数

を初期化することにより，環境変化後の学習を行いやすくする． 

 図 3.15 に環境変化を認識した際の対応例を示す．報酬非依存型知識 )(),( 31 sas 

と実際の行動結果 )(),( 41 sas  を比較し，環境変化を認識する．その後，知識テー

ブル内にある 報酬非依存型知識 )(),( 31 sas  を実際の行動結果 )(),( 41 sas  で上

書きをする．また，環境が変化した ),( 1 as に対応する価値関数を初期化する． 

 

図 3.15 環境変化を認識した際の対応例 

 

 

3.7 先行研究の問題点  

 強化学習の問題点は，報酬非依存型知識を用いたシステムを用いたことで解決された．

しかし，報酬非依存型知識を用いることによって新たな問題点が生まれた．以下にその問

題点を示す． 

 報酬非依存型知識は状態行動対とそれによる遷移先を表した情報である．報酬非依存型

知識は状態行動対と遷移先が 1 対 1 対応である．そのため，3.6 節で述べたように環境変化

により遷移先が変化した場合には，実際の行動結果で報酬非依存型知識を上書きする対応

を取る．しかし，環境変化が早い場合にはこの方法では対応できない可能性がある． 

 例を図 3.16～図 3.19 に示す．図 3.16 では，初期状態は S1 とし，目的状態は状態 S5 と
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する．また，エージェントは何度か行動し，すでに 5 つの報酬非依存型知識を獲得してい

るものとする．図 3.16 の時点ではエージェントは状態 S1 から行動 a1 を取り，状態 S2 に

遷移している．状態 S2 で，エージェントが行動 a2 を取ると状態 S1 に遷移する．この時，

エージェントが持つ(S2,a1)→(S6)という報酬非依存型知識が実際の行動結果である(S2,a2)

→(S1)で上書きされる(図 3.17)．さらにこの後，目的状態が S5 から S6 に変化したとする．

この時，エージェントは知識テーブル内から S1→S4→S5→S6 という遷移ルートを発見す

る(図 3.18)．ルートを発見した後に環境変化が起こり，状態 S2 において行動 a1 を取った

ときの遷移先が S6 に変わったとする(図 3.19)．この時，エージェントが再び状態 S2 にお

いて行動 a2 を取らない限り，S1→S2→S6 というルートは発見できない．そのため，1 行

動余分に行動することになる．このように，環境変化が起こると報酬非依存型知識では学

習効率が低下する恐れがある． 

 

 

 

 

 

 

 

 

 

 

 

 

 

図 3.16 状態 S2         図 3.17 状態 S1 に遷移 

 

 

 

 

 

 

 

 

 

 

 

行動 a2 
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図 3.18 目的状態が S5 から S6 に変化   図 3.19 環境変化後 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

環境変化 
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第 4 章 報酬非依存型知識の確率化の提案 

 3 章では宮崎によって提案された報酬非依存型知識の定義や利用方法を述べた．さらに，

問題点として報酬非依存型知識を動的環境に適応した場合，学習効率が低下する恐れがあ

るということを述べた．これは報酬非依存型知識が状態行動対と 1 対 1 対応していること

に原因がある．本論文ではこれらの問題点を解決するために報酬非依存型知識の確率化を

提案する．そこで，本章では「確率的報酬非依存型知識」を定義し，獲得・利用方法を述

べる．  

 

4.1 確率的報酬非依存型知識の概要 

4.1.1 確率的報酬非依存型知識とは 

 報酬非依存型知識は状態行動対とそれによる遷移先の状態である．この状態行動対と遷

移先は 1 対 1 対応である．つまり，ある状態行動対がわかれば遷移先は一意に決まる確定

的な知識である．しかし，動的環境においては同じ状態で同じ行動を取っても遷移先が異

なる場合がある．そこで，報酬非依存型知識に複数の遷移先を持たせ，それぞれに遷移確

率を持たせる．これを「確率的報酬非依存型知識」と定義する．図 4.1 に例を示す．エージ

ェントは状態 s1 において行動 a を 10 回選択したとする．この時，状態 s2 に遷移する回数

が 10 回中 8 回あったとする．また状態 s3 に遷移する回数が 10 回中 2 回あったとする．こ

の場合，状態 s2 に遷移する確率は 0.8 となり，状態 s3 に遷移する確率は 0.2 となる．この

ように確率的報酬非依存型知識はエージェント自身の経験から遷移確率を算出する． 

 

 

 

図 4.1 確率的報酬非依存型知識の例 

 

4.1.2 確率的報酬非依存型知識利用の流れ 

 確率的報酬非依存型知識の利用は先行研究のシステムに沿って行う．図 4.2 に確率的報酬

非依存型知識の利用の流れを示す． 



28 

 

 

図 4.2 確率的報酬非依存型知識の利用の流れ 

 

 強化学習では「状態認識」→「行動」→「報酬獲得」→「価値関数更新」という流れに

より学習を進めていく．対して確率的報酬非依存型知識は，「確率的報酬非依存型知識の獲

得」→「確率的報酬非依存型知識の確率更新」→「確率的報酬非依存型知識の利用」とい

う流れになる．確率的報酬非依存型知識はエージェントが認識した状態と行動とそれによ

る遷移先を確率的報酬非依存型知識として蓄える．そして，獲得した確率的報酬非依存型

知識の遷移確率を更新する．この確率的報酬非依存型知識を蓄えることにより目的に対す

る学習である強化学習とは別に環境に対して学習を行う．蓄えた確率的報酬非依存型知識

はエージェントが初期状態から目的状態(報酬を獲得できる状態)までの遷移ルートを求め

るために利用する．そして，その遷移ルートに沿って行動するように，強化学習の価値関

数を更新する．確率的報酬非依存型知識の利用例を図 4.3 に示す．価値関数は目的状態との

距離が近いほど大きく更新する．また，遷移確率が大きいほど大きく更新する．詳しくは

4.4 節で述べる． 
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図 4.3 確率的報酬非依存型知識の利用例 

 

確率的報酬非依存型知識の定義を 4.2 節で行う．4.3 節では確率的報酬非依存型知識の獲

得方法を述べる．4.4 節では確率的報酬非依存型知識の利用方法について述べる． 

 

 

4.2 報酬非依存型知識の定義 

 本節では確率的報酬非依存型知識を定義する．確率的報酬非依存型知識は各状態行動対

による各遷移先にそれぞれ遷移確率を持つ．本節では遷移確率や確率的報酬非依存型知識

を定義する．また，確率的報酬非依存型知識を集めた集合を知識テーブルと定義する． 

  

4.2.1 定義：確率的報酬非依存型知識 

状態 ts において行動 ta を取ったときの次状態 's への遷移確率を式(4.1)に示す．  

},|'Pr{ 1' aassssP ttt

a

ss    (4.1) 

ts はエージェントが認識している状態を表す． ta はエージェントが取る行動を表す． 1ts

は状態 ts において行動 ta を取った時の遷移先の状態を表す． s は状態を表す． a は行動を

表す． 's は次状態を表す． 

ここではエージェントが状態 s において行動 a を選択したときに次状態 's に遷移した回数

を R とする．状態 s において行動a を選択した回数を N とする． 

N

R
Pa

ss '  (4.2) 

エージェントは各状態行動対に対して N を持ち，各状態行動対による遷移先に対してR

を持つ．この遷移確率はエージェントの経験から導き出す．そのため，環境が変化する確

率とは一致しない場合がある． 
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状態 ts において行動 ta 取ったときの次状態 's の遷移確率を集めた集合を式(4.3)に示す． 

この式(4.2)を確率的報酬非依存型知識をと定義する． 

}'|{ ' SsPk a

sssa   (4.3) 

ここではエージェントの取りうる状態の集合を },,,,{ 321 nssssS  とする．例として図

4.3 に状態 1s と 1a からなる確率的報酬非依存型知識
11ask を示す．図 4.4 ではエージェントが

とする．この例では状態行動対 ),( 11 as に対して，それぞれの遷移先に対して遷移確率を記

憶している．  

 

図 4.4 確率的報酬非依存型知識の例 

 

4.2.2 定義：知識テーブル 

確率的報酬非依存型知識は各状態行動対に対して，複数の遷移先と遷移確率を持つ．し

かし，確率的報酬非依存型知識単体では，ある状態行動対に対してのみの情報である．そ

こで，全ての状態行動対を集合として扱う．その集合を知識テーブルと定義する．この知

識テーブルはエージェント 1 体につき 1 つの知識テーブルを持つ． 

知識テーブルの定義を式(4.4)に示す． 

},|{ AaSskK sa   (4.4) 

ここでは，エージェントの取りうる状態の集合を },,,,{ 321 nssssS  とし，エージェン

トの取りうる行動の集合を },,,,{ 321 naaaaA  とする． 

図 4.5 に知識テーブルの例を示す． 
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図 4.5 知識テーブルの例 

 

4.3 確率的報酬非依存型知識の獲得 

 この節では 4.2 節で定義した確率的報酬非依存型知識の獲得方法について述べる．4.2 節

でも述べたとおり，確率的報酬非依存型知識は各状態行動対に対してある状態に遷移する

確率を表している．この遷移確率は式(4.2)で表す． 

N

R
Pa

ss '  (4.2) 

遷移確率を算出するためには，状態 s において行動a を選択した回数 N を記憶する必要が

ある．また，同時に状態 s において行動a を選択したときに次状態 's に遷移した回数 R も

記憶する必要がある．つまり，エージェントは実際にある状態において行動し，N を記憶

する．そして，遷移先の状態を認識し，その状態に遷移した回数を選択する．そして，N

と R を用い，遷移確率を算出する． 

 確率的報酬非依存型知識の獲得例を図 4.4 に示す．まず，エージェントは現在の状態であ

る「状態 1s 」を認識する．そして，「行動a 」を取ることで「状態 1s 」から「状態 2s 」に遷

移する．「状態 2s 」を認識した時点で，確率的報酬非依存型知識を獲得する．次に獲得した

確率的報酬非依存型知識の遷移確率について計算する．「状態 s 」において「行動 a 」を選

択した回数は 1 回，「状態 s 」において「行動a 」を選択したときに「状態 2s 」に遷移した

回数は 1 回である．よって， )(),( 211 sas 次状態行動状態  の遷移確率は 1.0 となる．次

に「状態 1s 」から「行動 a 」を取ることで「状態 1s 」から「状態 3s 」に遷移したとする．

「状態 3s 」を認識した時点で，確率的報酬非依存型知識を獲得する．次に獲得した確率的

報酬非依存型知識の遷移確率について計算する．「状態 s 」において「行動a 」を選択した

回数は 2 回，「状態 s 」において「行動a 」を選択したときに「状態 2s 」に遷移した回数は

1 回である．よって， )(),( 311 sas 次状態行動状態  の遷移確率は 0.5 となる．また，こ
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の時同じ状態行動対を持つ確率的報酬非依存型知識があれば，その知識の遷移確率も更新

する．図 4.4 の場合であれば， )(),( 211 sas 次状態行動状態  が該当し，遷移確率は 0.5

と更新される． 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

図 4.4 確率的報酬非依存型知識の獲得例 

 

また，確率的報酬非依存型知識の獲得のアルゴリズムを以下に示す． 

行動 a 

行動 a 
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4.4 確率的報酬非依存型知識の利用 

 この節では 4.2 節で定義した確率的報酬非依存型知識を用いたルートの発見・価値関数の

更新方法などについて述べる． 

 

4.4.1 確率的報酬非依存型知識の利用の流れ 

 強化学習における確率的報酬非依存型知識の利用は大きく以下の 4 ステップに分かれる．  

 Step1：目的状態が変化したことを認識する 

 Step2：すべての状態の価値関数を初期化する 

 Step3：知識テーブル内で報酬を得た状態までの遷移ルートを探す 

 Step4：Step2 で見つけたルートに対して価値関数の対応する部分を更新する 

 

 Step1 でエージェントは目的状態(報酬を獲得した状態)の変化を認識する．目的状態の変

化の認識方法は，報酬を獲得した状態を比較することで行う．1 試行前の報酬を獲得した状

態を記憶しておき，記憶した状態と現在の報酬を獲得した状態を比較する．2 つを比較した

結果，状態が異なっていたら，目的が変更したと認識する．  

 例を図 4.9 に示す．図 4.9 の例でいうと，まずエージェントは N 試行目において報酬を

獲得した状態を 4s と記憶する．次の N+1 試行目において報酬を獲得した状態を 6s と認識す

る．このときに N 試行目において報酬を獲得した状態と N+1 試行目において報酬を獲得し

た状態を比較する．つまり，ここでは 4s と 6s を比較する． 64 ss  であるので，エージェン

トは目的が変更されたと認識する． 

 



34 

 

 

図 4.9 目的変化の認識例 

 

Step1 で目的変化を認識した後，Step2 では価値関数を初期化する．これは目的が変更し

た際，前の学習結果をリセットし，再学習しやすいようにするためである． 

Step2 で価値関数を初期化した後，Step3 においてエージェントは知識テーブル内で初期

状態から目的状態までの遷移ルートを探索する．ルート探索はこのときに各知識が持って

いる遷移確率が 0 より大きいものを対象に全ルート探索を行う．はじめに目的状態を遷移

先に持つ確率的報酬非依存型知識を探す．次に，その報酬非依存型知識が持つ状態に遷移

するような確率的報酬非依存型知識を探索する．最終的に初期状態に辿り着くか，ルート

探索中に同じ状態に辿り着いたらルート探索は終了となる．  

 例を図 4.10 に示す．ここでは目的状態を 6s ，初期状態を 1s とする．目的状態を遷移先の

状態に持つ確率的報酬非依存型知識は )(),( 62 sas  ・ )(),( 65 sas  ・ )(),( 63 sas  の 3

つが該当する． 2s ・ 5s ・ 3s はいずれも初期状態ではないので，次に 2s ・ 5s ・ 3s の遷移先

を持つ確率的報酬非依存型知識を知識テーブル内で探す．まず， 2s の場合は )(),( 21 sas 

が該当する． 1s は初期状態であるため， 2s の場合のルート探索はここで終了となる． 5s の

場合も同様に 5s ・ 3s を遷移先に持つ確率的報酬非依存型知識を知識テーブル内で探す．  
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図 4.10 遷移ルートの探索例 

 

 Step4 では Step3 で見つけたルートに対して各状態行動対に対応する価値関数を更新す

る．この価値関数の更新は目的が変更される毎に行われる．価値関数の価値関数の更新式

については 4.4.2 節で述べる． 

 

 

4.4.2 確率的報酬非依存型知識の利用における価値関数の更新 

4.4.1 で述べたように確率的報酬非依存型知識の利用は 3 ステップに分かれ，Step3 にお

いて価値関数が更新されることとなる．確率的報酬非依存型知識を用いた価値関数の更新

式を式(4.1)，式(4.2)に示す．  

)()(),(),( '

1

d

a

ss

d

tt sSGrPfasQasQ
t

   (4.1) 






)(5.0

)(0.1
)(

それ以外　　

態のルート上が初期状態から目的状　　t

t

s
sSG  (4.2) 

 

 式(3.1)において ),( tt asQ は更新対象のQ値を表す．d は状態 ts から目的状態までの最短

距離を表す．この最短距離 d は知識テーブル内の最短距離である．そのため環境の最短距

離と一致するとは限らない．最短距離d は遷移ルートによって目的状態との距離が変わる

場合がある．例を図 4.11 に示す．同じ状態 1s でも，行動a と行動b を取った場合で遷移ル

ートが異なる．この場合，各遷移先によって最短距離d は変わる． 621 sss  のルート



36 

 

の場合には目的状態 6s から 1s までの距離d は 2 となる．また， 6541 ssss  のルー

トの場合には目的状態 6s から 1s までの距離d は 3 となる． 

 

 

図 4.11 d の設定例 

 

f は確率的報酬非依存型知識の利用度を表すパラメータである． f は 10  f である． 

r は獲得した報酬を表す．
a

sst
P ' は状態 ts において行動a を取ったときに状態 's に遷移する確

率を表す． 

式(3.2)で示される )( tsSG は更新対象となる状態行動対の内，状態 ts がエージェントの初

期状態から目的状態までのルートの中にあるかどうかで値が変化する．このようにするこ

とで，初期状態から目的状態までのルートは重要であるとし，それ以外のルートに対して

も探索する必要性を考慮している． 
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第 5 章 実験 

5.1 実験目的 

 確率的報酬非依存型知識を用いたシステムが動的環境下に適応できることを確認する． 

また，動的環境下への適応だけでなく，目的変更にも対応できることを確認する． 

 

5.2 実験概要 

5.1.1 概要 

 提案手法の有用性を示すためにシミュレーション実験を行った．本実験は迷路問題を用

いる．迷路問題ではロボットはスタートからゴールまでの行動数ができるだけ尐なくなる

ように学習を行う．この迷路問題に強化学習を適用したロボットと先行研究である報酬非

依存型知識を有するロボット，そして提案手法の確率的報酬非依存型知識を有するロボッ

トを適用する．本実験ではロボットがスタート地点からゴール地点にたどり着くまでを 1

試行とする．一定試行における行動数を比較することによって提案手法の有用性を検証す

る．実験概要を図 5.1 に示す． 

 

 

図 5.1 実験概要 

 

5.1.2 実験環境 

本実験では実験環境として迷路問題を用いる．ただし，この迷路問題ではゴール変化を伴

う．スタート位置は固定で，ゴールの場所は 1 か所である．ゴールの場所は一定試行毎に

変化する．この設定は目的変化に追従できることを示すための設定である．また，エージ

ェントと同時にランダムに動く障害物を迷路に投入する．エージェントが 1 行動を取るた

び，障害物も上下左右のいずれかの行動をランダムに取る．この障害物が存在するマスに

エージェントは移動することができなくなる．この設定は動的環境を生み出すためである．

図 5.2 にゴール変化の例を示す．また，図 5.3 に動的環境の例を示す． 
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図 5.2 ゴール変化の例 

 

 

図 5.3 動的環境の例 

 

5.1.3 エージェントの設定 

本実験で用いるエージェントの設定を記述する．エージェントは迷路のマスを状態とし

て認識することができる．エージェントは各状態において「上に移動」・「下に移動」・「左

に移動」・「右に移動」の 4 つの行動を取ることができる．本実験ではこの 4 つのうちいず

れかの行動を取ることを 1 行動とする．壁にぶつかる方向への行動の場合は，行動する前

の状態と行動後の状態は同じ状態になるが，この行動も 1 行動とする． 

 また，強化学習の学習部 Q 学習を用いる．行動選択部にはε-greedy 法と追跡手法を用い

る．結果の比較のため，強化学習のみのロボットと報酬非依存型知識を有するエージェン

ト，そして確率的報酬非依存型知識を有するエージェントを用意する．以下に比較するエ

ージェントについてまとめる． 
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 Agent A 強化学習のみ 

 Agent B  強化学習＋報酬非依存型知識(先行研究) 

 Agent C 強化学習＋確率的報酬非依存型知識(提案手法) 

 

本実験では，動的環境下であるため報酬非依存型知識は 3.6 節で述べた対応方法をとる．

ただし，環境変化を認識した際に価値関数(Q値)を初期化しない．これは報酬非依存型知識

を有するエージェントが連続で障害物に衝突した際に，初期化を繰り返し行い，学習が進

まないためである． 

  

5.3 実験 

5.3.1 実験環境 

 今回の実験では 33×33 の迷路 2 つと 49×49 の迷路 1 つでそれぞれ実験を行った．図 5.4

～図 5.6 が実際に使用した迷路である．ゴールは Goal1～Goal10 まであり，Goal1→Goal2

→・・・→Goal10 の順番で変化する． 

 

図 5.4 実験で用いた迷路(33×33(a)) 
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図 5.5 実験で用いた迷路(33×33(b)) 

 

 

 

図 5.5 実験で用いた迷路(50×50) 
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5.3.2 実験パラメータ設定 

 実験で用いたパラメータ設定を表 5.1～表 5.4 に示す．本実験では 3 つの迷路を用いて実

験を行う． そのため，3 つの迷において共通の設定を表 5.1 に示す．各迷路固有の設定を 

表 5.2～5.4 に示す． 

表 5.1 全ての迷路において共通な設定 

報酬(ゴールのみ) 100 

実験終了までの試行数 2500 

ゴール変更試行数 250 

Q 値の初期値 0.001 

ε(ε-greeedy) 0.05 

β 0.7 

知識利用率 f 1.0 

 

表 5.2 迷路 33×33(a)での実験パラメータ設定 

迷路サイズ 33×33 

全状態数 540 

学習率α 0.9 

割引率γ 0.7 

障害物の数 40 

※1 行動あたりの障害物との遭遇確率 0.07 

 

表 5.3 迷路 33×33(b)での実験パラメータ設定 

迷路サイズ 33×33 

全状態数 541 

学習率α 0.9 

割引率γ 0.7 

障害物の数 40 

※1 行動あたりの障害物との遭遇確率 0.07 

 

表 5.3 迷路 50×50 での実験パラメータ設定 

迷路サイズ 50×50 

全状態数 1219 

学習率α 0.9 

割引率γ 0.9 

障害物の数 70 
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※1 行動あたりの障害物との遭遇確率 0.05 

5.3.3 結果 

(1) 33×33(a)の迷路の場合 

 行動選択部の手法にε-greedy 法を用いた実験結果を図 5.6～図 5.8 に示す．図 5.6 では

各ゴールにおける行動数の総和の比較を行ったグラフである．各ゴールにおいて行動総数

が低いということはエージェントの学習が行われていることを表している．Goal1～Goal3

ではエージェントの遷移回数が尐ないため，agent C(提案手法)は agent B(先行研究)と同等

かそれ以上の行動数となっている．しかし，Goal4～Goal10 では agent C(提案手法)は agent 

B(先行研究)よりも行動数は尐なくなっている．また agent A(強化学習のみ)と比べても

Goal1～Goal10 の場合，行動数は尐なくなっている．図 5.7 は agent A(強化学習のみ)と

agent C(提案手法)の行動総数を正規化し，比較したものである．この正規化は agent A(強

化学習のみ)の行動総数を 1 として，正規化している．また，図 5.8 は agent B(先行研究)

と agent C(提案手法)の行動総数を正規化し，比較したものである．この正規化は agent B(先

行研究)の行動総数を 1 として，正規化している．図 5.7，図 5.8 の total は Goal1～Goal10

までの全ての行動数を足し合わせて正規化したものである．図 5.7 は全体的に強化学習より

も提案手法の方が行動総数は尐ない．Goal7 では学習が後半なのにもかかわらず，強化学習

と提案手法に差は見られない．これは，Goal7 にたどり着くまでに長い 1 本道があり，障

害物に道をふさがれ中々ゴールできなかったためと考えられる．図 5.8 は学習後半になるに

つれて先行研究との行動数の差が多いのが見られる． 

 

 

図 5.6 ε-greedy を用いた場合の各ゴールにおける行動数の総和 
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図 5.7 ε-greedy の場合の強化学習に対する提案知識の行動数総和の比較 

 

 

図 5.8 ε-greedy の場合の先行研究に対する提案知識の行動数総和の比較 
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次に追跡手法を用いた実験結果を図 5.9～図 5.11 に示す．図 5.11 では各ゴールにおける

行動数の総和の比較を行ったグラフである．図 5.10 は agent A(強化学習のみ)と agent C(提

案手法)の行動総数を正規化し，比較したものである．図 5.11 は agent B(先行研究)と agent 

C(提案手法)の行動総数を正規化し，比較したものである．図 5.10，図 5.11 の total は Goal1

～Goal10 までの全ての行動数を足し合わせて正規化したものである．図 5.10 はε-greedy

法と同じく Goal7 を除くと，全体的に強化学習よりも提案手法の方が行動総数は尐ない．

図 5.11 はε-greedy 法の場合と比べると大きな差はないように見える．これは報酬非依存

型知識が正しい遷移ルートを導きだしたためである．そのため，提案知識と同じような遷

移ルートを通ったためにあまり差は見られない． 

 

 

図 5.9 追跡手法を用いた場合の各ゴールにおける行動数の総和 
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図 5.10 追跡手法の場合の強化学習に対する提案知識の行動数総和の比較 

 

 

図 5.11 追跡手法の場合の先行研究に対する提案知識の行動数総和の比較 
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(2) 33×33(b)の迷路の場合 

行動選択部の手法にε-greedy を用いた実験結果を図 5.12～図 5.14 に示す．図 5.12

では各ゴールにおける行動数の総和の比較を行ったグラフである．Goal2 ではエージェ

ントの遷移回数が尐ないため，正しく遷移確率を導き出せていない．そのため，agent 

C(提案手法)は agent B(先行研究)より多い行動数となっている．しかし，Goal4～

Goal10 では agent C(提案手法)は agent B(先行研究)よりも行動数は尐なくなっている．

また agent A(強化学習のみ)と比べても Goal1～Goal10 の場合，行動数は尐なくなって

いる．図 5.13 は agent A(強化学習のみ)と agent C(提案手法)の行動総数を正規化し，

比較したものである．図 5.14 は agent B(先行研究)と agent C(提案手法)の行動総数を

正規化し，比較したものである．図 5.14，図 5.15 の total は Goal1～Goal10 までの全

ての行動数を足し合わせて正規化したものである．図 5.12 は全体的に強化学習よりも

提案手法の方が行動総数は尐なく，目的変化にも対応していることがわかる．図 5.13

は学習後半になるにつれて先行研究との行動数の差が多いのが見られる．特に Goal10

の行動総数に差が出ている．これは Goal5 や Goal6 のゴールの時に Goal10 の周辺を

通ったため，遷移回数が多くなり，正しく遷移確率を導き出せたためである． 

 

図 5.12 ε-greedy を用いた場合の各ゴールにおける行動数の総和 
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図 5.13 ε-greedy の場合の強化学習に対する提案知識の行動数総和の比較 

 

 

図 5.14ε-greedy の場合の先行研究に対する提案知識の行動数総和の比較 
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行動選択部の手法に追跡手法を用いた実験結果を図 5.15～図 5.17 に示す．図 5.15 では

各ゴールにおける行動数の総和の比較を行ったグラフである．Goal1～Goal4 ではエージェ

ントの遷移回数が尐ないため，遷移確率が環境の遷移確率と大きく異なってしまったと考

えられる．そのため，agent C(提案手法)は agent B(先行研究)と同等かそれ以上の行動数と

なっている．しかし，Goal5～Goal10 では agent C(提案手法)は agent B(先行研究)よりも

行動数は尐なくなっている．また agent A(強化学習のみ)と比べても Goal1～Goal10 の場合，

行動数は尐なくなっている．図 5.16 は agent A(強化学習のみ)と agent C(提案手法)の行動

総数を正規化し，比較したものである．図 5.17 は agent B(先行研究)と agent C(提案手法)

の行動総数を正規化し，比較したものである．図 5.16，図 5.17 の total は Goal1～Goal10

までの全ての行動数を足し合わせて正規化したものである． 

 

図 5.15 追跡手法を用いた場合の各ゴールにおける行動数の総和 
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図 5.16 追跡手法の場合の強化学習に対する提案知識の行動数総和の比較 

 

 

図 5.17 追跡手法の場合の先行研究に対する提案知識の行動数総和の比較 
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(3) 50×50 の迷路の場合 

行動選択部の手法にε-greedy を用いた実験結果を図 5.18～図 5.20 に示す．図 5.18 では

各ゴールにおける行動数の総和の比較を行ったグラフである．図 5.19 は agent A(強化学習

のみ)と agent C(提案手法)の行動総数を正規化し，比較したものである．図 5.20 は agent 

B(先行研究)と agent C(提案手法)の行動総数を正規化し，比較したものである．図 5.19，

図 5.20 の total は Goal1～Goal10 までの全ての行動数を足し合わせて正規化したものであ

る． 

 

 

図 5.18 ε-greedy 法を用いた場合の各ゴールにおける行動数の総和 
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図 5.19 ε-greedy 法の場合の先行研究に対する提案知識の行動数総和の比較 

 

 

 

図 5.20 ε-greedy 法の場合の先行研究に対する提案知識の行動数総和の比較 
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行動選択部の手法に追跡手法を用いた実験結果を図 5.21～図 5.23 に示す．図 5.21 では

各ゴールにおける行動数の総和の比較を行ったグラフである．各ゴールにおいて行動総数

が低いということはエージェントの学習が行われていることを表している．図5.22はagent 

A(強化学習のみ)と agent C(提案手法)の行動総数を正規化し，比較したものである．図 5.23

は agent B(先行研究)と agent C(提案手法)の行動総数を正規化し，比較したものである．

この正規化は agent B(先行研究)の行動総数を 1 として，正規化している．図 5.22，図 5.23

の total は Goal1～Goal10 までの全ての行動数を足し合わせて正規化したものである． 

 33×33 の迷路と比べて迷路が大きいため，スタート地点周辺ではほとんど Q 値が初期値

と同じ値となる．そのため，強化学習と比べて差はないようにも見える．しかし，比較的

スタート地点から近い Goal3，Goal4 に対しては強化学習よりも行動数は尐なくなっている．  

 

 

図 5.21 追跡手法を用いた場合の各ゴールにおける行動数の総和 
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図 5.22 追跡手法の場合の強化学習に対する提案知識の行動数総和の比較 

 

 

図 5.23 追跡手法の場合の先行研究に対する提案知識の行動数総和の比較 
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5.3.4 考察 

今回の実験では 3 種類の迷路を用意した．どの迷路においても確率的報酬非依存型

知識を用いた場合，行動総数が尐なくなることが結果としていることができた．学習

初期段階には確率的報酬非依存型知識であると，遷移回数が尐なく，確率に偏りが生

じる場合がある．この場合，強化学習や報酬非依存型知識を有するエージェントより

も行動数が多くなってしまうことがあった．しかし，学習進んでいくにつれて，確率

的非報酬依存型知識を有するエージェントの遷移回数が増え，確率に偏りがなくなっ

ていった．これにより，行動数が強化学習や報酬非依存型知識を有するエージェント

よりも行動総数が低くなった．これは学習の収束が早いことを意味している． 

実験結果によって，確率的報酬非依存型知識を有するエージェントは，動的環境に

おいて対応ができているといえる．また，目的変化に対しても対応できているといえ

る． 
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第 6 章 結論 

6.1 まとめ 

 本論文では報酬非依存型知識を動的環境下に適応させることを目的とした．先行研究の

報酬非依存型知識は各状態行動対とそれによる遷移先の状態により構成されていた．この

報酬非依存型知識は各状態行動対と遷移先が 1 対 1 対応であった．そのため，動的環境下

では学習効率が低下するという問題点があった．そこで，本論文では各状態行動対に対し

て遷移先が複数になるような知識を提案した．さらに各遷移先にどのくらいの割合で遷移

するかという確率を持たせた．この遷移確率を含めた知識を「確率的報酬非依存型知識」

と定義した．そして，エージェントの経験から遷移確率を算出し，その遷移確率に合わせ

て強化学習で用いる価値関数にバイアスをかけ，動的環境の適応を目指した． 

 実験は強化学習のみのエージェント，先行研究である報酬非依存型知識を有するエージ

ェント，そして提案手法の確率的報酬非依存型知識を有するロボットの 3 台で比較を行っ

た．3 種類の迷路に適用し，いずれの場合も動的環境に対応し，かつ目的変更にも対応でき

た．これらの結果を得ることで提案した確率的報酬非依存型知識の有効性を示すことがで

きた． 

 

 

6.2 今後の課題 

 強化学習は実ロボットに用いられることが多い手法である．ゆえに本論文で提案したシス

テムを実ロボットへ適用したいと考えている．しかし，実機で用いる場合に存在する問題

点もある．提案システムを実機で用いる場合に考えられる問題点として以下のものがある． 

 

 不完全知覚下における検証 

本論文の実験では，ロボットのセンサ能力について特に記述することはなかった．し

かし，実機のロボットを使用する場合，ロボットの認識能力には制限が出てきてしま

う． 

例えば，迷路問題を例として考える．ロボットは前後左右の壁の有無のみ認識できる(絶

対位置がわからない)，ロボットは東西南北の方角がわかっているとする．その場合，

図 6.1 の S5 と S9 はロボットには同じ構造に見える．そのため，S5 と S9 の遷移先が

異なり，確率的報酬非依存型知識において対応できる可能性がある． 
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図 6.1 不完全知覚下の例 

 

 ロボットのメモリの制限 

 本論文では確率的報酬非依存型知識を保持できる量については特に制限を持たせな

かった．しかし，実ロボットを用いる場合には使用できるメモリには限りがある．そ

のため，知識テーブルの大きさを制限し，使用率の低い確率報酬非依型知識の忘却を

行う必要がある． 

 

 実ロボットの行動に要する時間とこのシステムで計算を行う際の時間との差異 

 本研究において，初期状態から目的状態のルートを求める際に，知識テーブル内の

確率的報酬非依存型知識を検索する．この検索する時間が多くかかることになる．こ

れはシミュレーション上の実験では問題がないが，実環境では意思決定に無限時間は

かけられない．なぜなら，意思決定を行う時間が多ければ，実環境下ではすでに環境

が移り変わっている可能性が高いからである．この問題を解決するためには，確率的

報酬非依存型知識を持てる限界を決定したり，知識テーブル内の検索方法を変える必

要がある． 
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